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摘  要：由于遥感传感器光谱范围、成像条件、成像时间等差异，不同传感器获得的遥感影像之间普遍存在着色彩和光谱

差异，导致利用开源数据集预训练的云检测模型往往难以直接应用于当前目标影像的云检测任务。提出了一种基于域

自适应的云检测方法，实现目标数据集遥感影像与现有训练数据集影像之间的光谱映射，使得不同传感器、不同地理区

域的目标数据集与训练数据集尽可能相似，以提高深度学习模型的泛化能力，以及预训练云检测模型在实际应用中的鲁

棒性。具体地，所提的基于域自适应的云检测框架以一种基于卷积神经元网络的云检测模型作为预测算法，以循环生成

对抗网络作为源域和目标域影像之间的光谱迁移算法。在全球范围内分布的高分二号、陆地卫星（land satellite，Land⁃
sat）7、Landsat 8 等数据间的跨域实验，证明了所提方法的有效性和先进性。
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Abstract： Objectives: Due to the differences in spectral range, imaging conditions and imaging time of re⁃
mote sensing sensors, there are usually color and spectral differences between remote sensing images ob⁃
tained by different sensors. Therefore, it is difficult to directly apply the model pretrained with open-source 
datasets for the cloud detection task on current target images. Methods: A domain adaptive cloud detection 
algorithm is proposed, which realizes the spectral mapping between the target remote sensing images and 
the images of existing training datasets, and improves the generalization ability and robustness of the pre⁃
trained deep learning cloud detection model in practical applications. Specifically, the domain adaptation 
based cloud detection framework uses a convolutional neural network based cloud detection model as the 
prediction algorithm, and CycleGAN as the spectral domain transfer between images in the source domain 
and the target domain. Results: The cross-domain experiments among Gaofen⁃2, land satellite (Landsat) 
7, Landsat 8 have proved the effectiveness and advance of the proposed method. (1) When the test dataset 
and training dataset are obtained from the same sensor, deep learning-based cloud detection algorithms ob⁃
tain better results than the traditional cloud detection algorithms. (2) When cloud detection models trained 
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on images from the source dataset are directly used to detect test images of the target dataset, the accuracy 
decreases obviously. (3) When the test images are pre-transformed by the introduced domain transfer algo⁃
rithm, the accuracy of the cloud detection results is significantly improved and much better than the tradi⁃
tional methods. In addition, we discovered that when the spectral range of source training images covers the 
spectral range of test images, the accuracy of the cloud detection results decreases only slightly, but in the 
opposite case, the accuracy of the cloud detection results decreases significantly. Conclusions: Domain 
transfer can map images between the test dataset and the training dataset at the pixel level, so that the distri⁃
butions of them are similar both in spectral and spatial space. By introducing domain adaptation, the deep 
learning-based cloud detection method can make full use of the pre-trained models from existing datasets, 
which greatly reduces the demand on preparation of target labels.
Key words： cloud detection； domain adaptation； cross-domain transfer； model generalization ability

遥感对地观测技术以其广域性、时效性、便

捷性和手段多样性等特点，在目标识别、变化检

测、救灾决策、制图等领域受到广泛关注。针对

不同的应用需求，各类遥感传感器的数量在不断

增加。例如，陆地卫星（land satellite， Landsat）系

列、中分辨率成像光谱仪（moderate-resolution ima⁃
ging spectroradiometer，MODIS）、哨兵（Sentinel）
系列、中国的高分系列等。美国地质勘探局的一

项研究中表明，全球范围内年平均云覆盖率达到

66%［1］。从卫星上获取的遥感影像中存在云和云

阴影所遮挡的低利用价值或无效像元。这些像

元会对遥感影像信息提取、数据融合、影像解译

等后续工作带来严重影响。因此，对于含云遥感

影像中的无效像元进行准确识别和排除是必要

的前期工作。

传统的云检测算法［2-3］通常从云的不规则形

状、高亮的纹理信息、云阴影之间的相似结构［4］、

上下文信息［5］等浅层特征出发，利用人工设计的

空间特征、波段计算和统计规则［6］，探索不同波段

之间隐含的光谱特征，结合特征阈值［7-9］和经典机

器学习分类器［10-13］对这些浅层光谱特征［14］进行分

类，实现云区的自动检测。但是，人工设计浅层

特征需要依赖研究人员丰富的经验，并且人工寻

找最优阈值费时费力。且参数的选择非常敏感，

当遥感影像中的天气状况或者地物类型发生变

化时，云检测精度往往呈现下降。此外，各类传

统算法通常针对特定传感器的遥感影像，鲁棒性

不 强 。 例 如 ，目 前 常 用 的 Fmask 系 列 算 法 中

Fmask 1.0［15］和 Fmask 3.0［16］适用于 Landsat 4~8
系列的影像，Fmask 2.0［17］和 Fmask 4.0［18］中增加

了对于 Sentinel 影像的云检测任务；多特征融合

算 法（multi-feature combined cloud and cloud 
shadow detection，MFC）［19］是一种针对 4 波段的

高分一号（Gaofen-1，GF-1）数据的云检测算法，

加拿大遥感中心的云检测算法［11］专门为 MODIS
卫星遥感影像设计；动态阈值云检测算法［10］则只

能用于检测甚高分辨率辐射计影像中的云。

近年来，基于深度学习的遥感影像云检测算

法快速发展，其优越的性能依赖于丰富的特征表

达，通过加深或者加宽级联式神经网络层，提取

传统云检测算法难以涉及的高层语义特征。从

方法论的角度出发，基于深度学习的云探测算法

一般分为 3 类：（1）基于像素映射的云检测算法，

例如文献［20］提出的云掩膜卷积网络。该方法

将遥感影像和标签裁成 33×33 的小块，构建遥感

影像块和对应标签块像素的一一对应模型，深度

学习网络模型的最后一层采用 ReLU 激活函数构

建图像与标签之间的对应关系。（2）基于图像分

类的云检测算法，例如文献［21］提出的基于深度

网络的多层云检测网络。这类算法的准确性主

要依赖于前端分块操作中的分割算法，当地物块

中同时包含云层和非云层像素时，分类误差较

大。（3）基于语义分割的云检测算法［22-29］。这类算

法 是 目 前 主 流 的 算 法 ，包 括 多 尺 度 云 检 测 网

络［22］、基 于 卷 积 神 经 网 络（convolutional neural 
networks， CNN）的云检测网络系列［23-24］、基于弱

监督深度学习的云检测［26］、多尺度特征 CNN 云

检 测 网 络 （multiscale features CNN，MF_
CNN）［25］、密集连接全卷积神经网络（cloud detec⁃
tion neural network，CDN）［27］等。一般以通用的

特征提取或语义分割网络作为主干网络，考虑特

征的不同空间尺寸和感受野，结合多尺度特征融

合、空洞卷积、空洞空间金字塔池化模块、注意力

机制等，选取 sigmoid、softmax 等激活函数作为分

类器，进行像素级的语义分割。

然而，当前基于深度学习的云检测算法受数

据驱动，要求训练数据集和目标数据集具有相似

的光谱和空间结构分布。在处理跨区域或跨传
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感器数据时，往往性能急剧下降。增强训练模型

的泛化能力是应对该问题的主流解决方案。近

年来，针对云检测算法模型迁移能力增强的研究

较少，主要从两个方面开展：（1）增加训练样本，

将多个不同传感器下获得的图像一并纳入训练

集。例如文献［30］在进行 Landsat 系列影像和

Sentinel影像云检测模型的泛化能力研究时，选择

两种数据一起参与模型训练，以达到在 Sentinel测
试影像上也能获取较好检测结果的目的。（2）在

不同传感器下获得的图像/标签之间建立映射关

系。例如，文献［31］考虑到影像之间的空间分辨

率的差异，提出了一种针对 Landsat 8 和 Proba-V
数据云检测算法。但是这种方法的模型迁移阶

段仍然需要大量的目标域影像标签数据，模型迁

移问题并没有得到有效解决。

针对以上问题，本文提出一种基于域自适应

方法的云检测算法，无需目标测试集的标签，利

用已有数据集（源域）上训练的模型，通过目标影

像（目标域）与训练集影像之间的风格迁移，实现

目标数据集上的云探测任务；引入循环生成对抗

网 络  （cycle-consistent generative adversarial net⁃
work，CycleGAN）［32］算法实现不含标签的目标影

像与已有训练集之间的光谱特征映射，将两者在

深度神经元特征空间中对齐，从而提升云检测模

型在实际应用中的鲁棒性。在高分二号、Land⁃
sat 7 和 Landsat 8 等不同传感器且全球不同地理

区域的影像上进行验证，结果表明，引入的域自

适应模块可以实现不同数据集之间的光谱特征

迁移，有效提高已训练模型的鲁棒性和可重复利

用性。

1　算法原理

1.1　框架设计

基于域自适应算法的云检测框架的流程见

图 1。整个框架包括 3 个步骤：（1）利用已有的带

标签的数据集（源域 A）训练云检测模型，得到

Model_A；（2）构建训练集影像和目标数据集中不

含标签的遥感影像（目标域 B）之间的风格映射关

系，将目标影像转换为具有训练数据特征的新合

成影像。具体地，将目标域 B 与源域 A 同时输入

图像风格迁移网络中进行训练，生成兼具源域 A
风格（在遥感影像中即影像的光谱信息）和目标

域 B 内容（遥感影像中的空间信息）的合成影像。

（3）在合成的目标数据集影像上执行云检测任务。

将源域 A 上已经训练好的云检测模型 Model_A 直

接应用于合成影像，预测目标域 B 中云的位置。

1.2　基于 CycleGAN的跨数据集影像迁移

本文提出的基于域自适应的云检测框架包

括图像风格迁移和云检测两个步骤，每个步骤之

间相互独立。考虑到源域和目标域影像之间并

非一一对应，即在地理位置上不对齐，因此本文

引入可针对非对齐数据的 CycleGAN 作为图像

风格迁移的算法。

CycleGAN 由 两 个 镜 像 的 生 成 对 抗 网 络

（generative adversarial network，GAN）结构构成

一组闭环。两个 GAN 网络共享两个生成器 G 和

F，同时每个 GAN 网络自带一个判别器，生成器

负责将输入的影像转换成其他风格的尽可能真

实的影像，而判别器旨在成功判别出生成器生成

的虚假影像，通过两者的相互博弈，生成器的数

据转换能力和判别器的真假鉴别能力逐步提升，

直到判别器无法辨别出生成器生成的影像为止，

对抗达到动态平衡，如图 2 所示。具体的流程以

Landsat 7 数据集和 Landsat 8 数据集上的域自适

图 1　基于域自适应算法的云检测算法框架

Fig. 1　A Cloud Detection Framework Based on Domain Adaptive Algorithm
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应为例：首先从 Landsat 7 数据集中获取输入图像

X，并将其输入到正向生成器 G 中，生成一个具有

Landsat 8 数据集风格的合成影像 G（X），然后利

用判别器 Dy对生成的影像进行判别，判别它是否

属于 Landsat 8 数据集；接着将合成影像 G（X）输

入逆向生成器 F 中，重新将合成影像转换成具有

原始输入内容以及 Landsat 7 数据集风格的影像

Cyclic X。在理想情况下，经过两次正逆生成器，

输出的影像与原始的输入是相同的，但在实际情

况中 Cyclic X 与输入 X 之间存在着重建损失。因

此，在 Landsat 7 数据集向 Landsat 8 数据集风格

迁移的过程中，存在着以下两种误差：

LGAN (G,Dy,X,Y )= ΕY~P (Y ) [ ln Dy (Y ) ]+

    ΕX~P ( X ) [ ln (1 - Dy ( G ( X ) )) ] （1）

L cycX (G )= ΕX~P ( X ) (  F ( G ( X ) )- X
1
) （2）

式中，P 表示概率分布；LGAN 表示计算风格迁移过

程中的判别误差；Y 为 Landsat 8 数据集中的影

像；E 表示数学期望；L cycX 计算了影像 X 与重建结

果 F（G（X））之间的 L1 范数误差。

实现从 Landsat 8 数据集向 Landsat 7 数据集

的风格迁移，其流程与以上类似。存在重建误差

和判别误差两种误差项：

LGAN (F,Dx,X,Y )= ΕX~P ( X ) [ ln Dx ( X ) ]+
    ΕY~P (Y ) [ ln (1 - Dx ( G (Y ) )) ] （3）

L cycY (F )= ΕY~P (Y ) [  G ( F (Y ) )- Y
1
] （4）

最终的损失为：

L ( G,F,Dx,Dy )= LGAN ( G,Dy,X,Y )+
     LGAN ( F,Dx,X,Y )+ L cycX ( G )+ L cycY ( F )  （5）

整个损失函数的优化目标为：

G *,F * = arg min
G,F

max
Dx,Dy

L ( G,F,Dx,Dy ) （6）

式中，G * 表示生成器 G 的最佳优化目标；F * 表示

生成器 F 的最佳优化目标。

1.3　云检测算法

除了图像风格迁移算法，云检测模型对于最

终结果也至关重要。本文选择模型参数少且效

果好的 CDN 作为云探测算法的基准。CDN 是一

个类 UNet 的结构，从信息流传递和多次重复利

用特征的角度出发，引入密集连接结构，既减少

了参数量，又提高了精度；同时引入通道注意力

机制，将提取得到的多维特征按照不同维度特征

之间的关系计算重要性权重，对于作用效果小的

特征赋值小权重，对于对结果影响很大的特征赋

值大权重，发挥多维特征的不同作用；引入多尺

度特征融合模块，将解码层提取得到的多尺度特

征分别进行上采样融合，参与最后的语义分割，

充分发挥不同尺度特征的作用，适用于尺度不一

的云层提取。具体结构详见文献［27］。

2　云检测实验与分析

2.1　实验数据

为验证不同传感器下基于域自适应的云和

云阴影探测算法的性能，选取大规模开源云检测

数据集 Landsat 7 的 Irish 数据集［6］（http：//dx.doi.
org/10.5066/F7KH0KDG）、Landsat 8 的 Biome
数 据 集［33］（http：//dx. doi. org/10.5066/F79Z930
Q）以及 GF-1 宽幅相机（wide field of view came⁃
ra，WFV）的 GF-WFV 数据集［19］（http：//sendima⁃
ge.whu.edu.cn/en/mfc/）进行实验，具体数据分布

如表 1 所示。3 个数据集的影像广泛分布在全球

图 2　基于 CycleGAN 的遥感影像域自适应算法

Fig. 2　CycleGAN-Based Domain Adaptive Algorithm for Remote Sensing Images
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各个大洲。为了保证数据的统一性，Landsat 8 和

Landsat 7 数据集上选取共有的 6 个波段：蓝、绿、

红、近红外波段以及两个短波红外波段，即 Land⁃
sat 7 中的第 1、2、3、4、5、7 和 Landsat 8 中的第 2、
3、4、5、6、7 波段，在进行 GF 传感器数据和 Land⁃
sat 系列数据的域自适应研究时，选取共有的蓝、

绿、红、近红外波 4 个波段进行实验。

如表 1 所示，在 Landsat 7 Irish 数据集中，选

取 69 幅影像作为训练集，51 幅作为验证集，剩余

的 86 幅为测试集，其中 18 幅没有进行薄云和厚

云的区分，将其均划分在了测试集中；Landsat 8 
Biome 数据集中，48 幅作为训练集，24 幅作为验

证集，剩余的 24 幅作为测试集；GF-WFV 数据集

中，40 幅作为训练集，33 幅作为验证集，25 幅作为

测试集。考虑到设备的性能，无论是在风格迁移

还是在云检测中，都将训练集和验证集的影像裁

剪 成 256×256 像 素 大 小 的 块 ，块 间 重 叠 度 为

10%。裁剪后，Irish 数据集共有约 7 万块，Biome
数据集约 8.8 万块，GF-WFV 数据集约 40.8 万块。

对于测试集，为了缓解实验结果中出现的拼接缝

情况，测试影像被裁剪为 1 024×1 024 像素大小

预测之后再拼接到原始尺寸。算法在 Windows 
10 环境的 Keras 框架下实现，显卡为 NVIDIA 11 
GB 1080Ti，在云检测算法模型的训练过程中，迭

代次数设置为 10，在数据风格迁移的过程中，迭

代次数设置为 5。
2.2　实验结果与分析

2.2.1　相同空间分辨率影像云检测结果

表 2 给出了使用不同模型和算法，包括传统

方法和深度学习方法，在 Landsat 7 Irish 数据集上

云检测结果的定量评价。Fmask 4.0 属于传统算

法 ，使 用 遥 感 影 像 中 的 所 有 波 段 ，CDN 和

MF_CNN 为 基 于 深 度 学 习 的 云 检 测 算 法 ，

U⁃Net［34］为基于深度学习的通用语义分割算法。

除了目视评价之外，采用交并比、召回率、误检率

和总体准确率等几个通用指标对云检测结果进

行定量评价。

可以得出 3 个结论：（1）首先，当在训练和测

试工作都是在 Irish 数据集上进行时，3 种基于深

度学习的云检测方法都获得了相对较好的结果。

CDN 表现最好，交并比比 Fmask 4.0 高 9%，并且

产生的误检最少。U⁃Net比 CDN 略差，MF_CNN
次之，Fmask 4.0 最差。（2）当在 Biome 数据集上训

练的模型被直接用来检测 Irish 数据集影像上的

云时，3 种基于深度学习的方法准确率明显下降。

U⁃Net 的交并比下降了近 60%，CDN 的交并比下

降了近 40%，平均误检率上升了近 19%。这证明

了不同传感器下的数据集之间因光谱波长、成像

条件、图像内容等造成的数据分布差异，大大地

影响了深度学习模型的迁移能力。（3）采用基于

CycleGAN 的遥感影像风格迁移算法将 Irish 测试

数据集图像转换为与训练图像具有相同色彩和

波段的合成影像后，云检测精度明显上升，并且

基本接近在原数据集中训练的模型测试的结果。

这证明了本文提出的框架和引入的域自适应模

块的有效性。

图 3 为表 2 所对应的云检测结果示例图。该

影像于 2001 年 5 月 31 日获得，包含不同类型的

云，如层状云和卷云。从图 3 中可以看出，Fmask 
4.0 的云检测结果有冗余，边缘信息完全丢失，这

也是表 2 中其高召回率的主要原因。MF_CNN
的结果过于平滑，这可能是由于它只关注不同感

受野的多尺度特征，而忽略了不同空间分辨率的

多尺度特征，此外，冗余的特征也没有得到有效

取舍。CDN 和 U⁃Net 的结果与真实标签更相似，

边缘更准确。当直接利用在 Biome 数据集上训练

的模型来测试 Irish 数据集的图像时，3 种基于深

表 2　Landsat 7 Irish测试集上的云检测结果定量评价

Table 2　Quantitative Evaluation of Cloud Detection 
Results on the Landsat 7 Irish Dataset

方法

Fmask 4.0
U⁃Net(7-7)

MF_CNN(7-7)
CDN(7-7)
U⁃Net(8-7)

MF_CNN(8-7)
CDN(8-7)

U⁃Net(8-7 ST)
MF_CNN(8-7 ST)

CDN(8-7 ST)

交并比

0.813 6
0.893 0
0.834 7
0.903 6
0.206 9
0.381 9
0.478 4
0.851 2
0.808 8
0.832 0

召回率

0.976 6
0.939 0
0.587 2
0.940 2
0.201 6
0.398 1
0.613 4
0.933 4
0.957 8
0.928 0

误检率

0.170 3
0.052 0
0.096 1
0.045 1
0.112 4
0.335 5
0.315 1
0.093 8
0.161 3
0.110 6

总体准

确率

0.940 0
0.970 2
0.871 3
0.978 8
0.786 0
0.837 3
0.827 5
0.956 7
0.941 1
0.951 7

注：7-7 表示训练和测试都用 Landsat 7; 8-7 表示在 Landsat 8 训练

的模型直接预测 Landsat 7；8-7 ST 表示采用本文的风格迁移方

法，用 Landsat 8 训练的模型预测 Landsat 7。

表 1　实验数据分布

Table 1　Distribution of Experimental Data

数据集

Irish
Biome

GF-WFV

训练集/幅
69
48
40

验证集/幅
51
24
33

测试集/幅
86
24
25
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度学习的算法都完全不能获得结果，其中 U⁃Net
和 MF_CNN 表现出严重的漏检，相反，CDN 表现

出严重的错检。在测试图像上进行风格迁移后，

3 种基于深度学习的方法都能完整且准确地检测

出云层区域。MF_CNN 的结果仍然过于平滑，而

U⁃Net和 CDN 的结果则相对更准确。

表 3 展示了在 Landsat 8 Biome 数据集上的

云检测结果。与之前得到的结论相似：（1）与传

统算法 Fmask 4.0 相比，3 种基于深度学习的云检

测算法给出了更准确的结果。CDN 的结果的交

并比比 Fmask 4.0 的结果高 7%，而 MF_CNN 和

U⁃Net 的云检测结果在 Biome 数据集上很接近。

（2）当使用在 Irish 数据集上训练的模型直接测试

Biome 数据集中的图像时，各项评价指标明显下

降。然而，与 Irish 数据集上的下降程度相比，在

Biome 数据集上的下降相对较小，交并比平均下

降了 0.25。其原因可能是：Irish 数据集中训练样

本量更多，因此模型更加的鲁棒；且从光谱波段

的范围（图 4 横坐标为波谱范围，纵坐标为影像类

型）角度分析，Landsat 7 影像的光谱波长范围几

乎完全包含了 Landsat 8 影像对应波段的波长，因

此模型的鲁棒性更强。（3）在测试数据集上进行

风格迁移操作后，3 种基于深度学习的方法得到

的结果甚至比直接在 Biome 数据集上训练得到的

模型的结果更好，主要原因也在于 Irish 数据集样

本量大，波段覆盖 Biome 数据。

图 5 为表 3 对应的示例结果。Landsat 7 风格

的风格迁移影像（图 5（c））在色调上与 Landsat 7
影像基本一致。在 3 种基于深度学习的云检测算

法中，无论使用在 Biome 数据集上训练的模型或

直接使用 Irish 数据集上训练的模型，检测 Biome
测试集的云都可以获得相对令人满意的结果。

利用 Irish 数据集模型时精度下降的最主要原因

在于漏检，无论是 U⁃Net、CDN 还是 MF_CNN，

均存在部分漏检现象。

图 3　Landsat7 Irish 数据集测试结果示例图

Fig.  3　Results for the Landsat 7 Irish Dataset

表 3　Landsat 8 Biome测试集上的云检测结果定量评价

Table 3　Quantitative Evaluation of Cloud Detection 
Results on the Landsat 8 Biome Dataset

方法

Fmask 4.0

U⁃Net(8-8)

MF_CNN(8-8)

CDN(8-8)

U⁃Net(7-8)

MF_CNN(7-8)

CDN(7-8)

U⁃Net(7-8 ST)

MF_CNN(7-8 ST)

CDN(7-8 ST)

交并比

0.823 4

0.848 2

0.841 1

0.890 5

0.607 1

0.476 4

0.642 7

0.872 5

0.827 0

0.862 7

召回率

0.961 9

0.969 8

0.987 5

0.976 1

0.947 5

0.989 8

0.951 1

0.913 7

0.920 4

0.898 4

误检率

0.148 8

0.128 8

0.161 0

0.089 7

0.371 8

0.521 3

0.335 3

0.049 1

0.109 4

0.044 0

总体

准确率

0.947 0

0.958 4

0.949 9

0.969 5

0.868 0

0.727 3

0.886 4

0.966 5

0.952 5

0.964 2

注：8-8 表示训练和测试都用 Landsat 8; 7-8 表示在 Landsat 7 训练

的模型直接预测 Landsat 8；7-8 ST 表示采用本文的风格迁移方

法，用 Landsat 7 训练的模型预测 Landsat 8。

图 4　Landsat 7、Landsat 8 和 GF 影像的波谱范围对比图

Fig.  4　Bands of Landsat 7, Landsat 8 and GF Images
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2.2.2　不同空间分辨率数据迁移云检测结果

由于 Landsat 7 图像和 Landsat 8 图像的空间

分辨率相同（30 m），为了验证模型在不同空间分

辨率的影像上的迁移能力，在 Landsat 7 Irish 数据

集上训练和 GF-WFV 数据集（16 m 空间分辨率）

上进行了实验。针对 GF 影像，利用专为其设计

的 MFC 算法［19］作为传统云检测算法的代表。

表 4 给出在 GF-WFV 数据集上不同云检测

算法结果的定量评价。与在相同空间分辨率的

影像上的实验结论相同：（1）在 GF-WFV 数据集

上进行训练和测试时，3 种基于深度学习的云检

测算法都能获得比传统算法更优的结果。（2）当

直接利用在 Irish 数据集中 30 m 空间分辨率图像

上训练的云检测模型来检测 GF-WFV 数据集中

16 m 空间分辨率的图像时，精度有所下降。由于

在实验中 Landsat 7 和 GF-1 影像选择的 4 个波段

上，二者的光谱范围基本相同，所以准确率下降

的比例并不明显。（3）将 GF-WFV 中的测试影像

迁移到 Irish 数据集中影像的风格后进行测试，云

层检测结果的准确性明显提高，且远优于传统方

法，这证明了域自适应模块在不同分辨率影像迁

移中的有效性。

表 5 给出了 GF 数据训练迁移到 Landsat 7 
Irish 数据集上的测试结果，同样可以得出与之前

相同的结论。图 6 给出了 GF-WFV 数据集上的

云检测结果。当直接使用在 Irish 数据集上训练

的模型测试 GF 图像时，除了有部分漏检现象，几

种基于深度学习的方法基本上都能检测到云层，

在该数据集上漏检是误检率高的主要原因。而

在图 7 中，当直接用在 GF-WFV 数据集上训练的

模型测试 Irish 数据集中的图像时，也能基本检测

到云层。误检率较高和交并比较低的主要原因

是误检。

通过大量实验发现，当源域和目标域影像的

波段一致，或存在包含关系时，直接利用源域训

练的模型进行目标域上的测试，云识别结果的精

度较高，这体现了深度学习的鲁棒性。而当源域

与目标域影像差异较大时，云检测效果将变得很

差。利用域自适应模块，首先将目标域和源域中

的影像通过风格迁移算法进行光谱信息的对齐，

可以很好地解决精度下降的问题，能够得到与源

数据集训练和测试相近的精度。

2.3　与其他域自适应算法的对比

本文采用了一种两阶段方法，即先风格迁

移，再云检测的方法，而单阶段的域自适应语义

分割算法是另外一种常用方法。为了比较和分

析两种方法的云检测结果，选取典型的单阶段域

自适应语义分割算法 AdaptSegNet［35］作为代表，

在 Landsat 7 Irish 数据集上进行实验对比。为了

保证实验的一致性，AdaptSegNet 中的语义分割

图 5　Landsat 8 Biome 数据集测试结果

Fig.  5　Results of Landsat 8 Biome Dataset

表 4　GF-WFV测试集上的云检测结果定量评价

Table 4　Quantitative Evaluation of Cloud Detection 
Results on GF-WFV Dataset

方法

MFC
U⁃Net(GF-GF)

MF_CNN(GF-GF)
CDN(GF-GF)
U⁃Net(7-GF)

MF_CNN(7-GF)
CDN(7-GF)

U⁃Net(7-GF ST)
MF_CNN(7-GF ST)

CDN(7-GF ST)

交并比

0.802 9
0.814 4
0.861 1
0.876 3
0.396  8
0.553 8
0.603 8
0.862 3
0.827 1
0.872 0

召回率

0.958 2
0.902 3
0.919 2
0.979 6
0.416 6
0.576 4
0.611  4
0.882 7
0.876 4
0.820 6

误检率

0.081 7
0.106 8
0.068 4
0.069 5
0.196 6
0.166 3
0.120 0
0.051 8
0.079 7
0.022 2

总体准

确率

0.940 2
0.951 8
0.965 3
0.968 3
0.851 6
0.891 1
0.906 0
0.955 5
0.957 6
0.967 8

注：GF-GF 表示训练和测试都用 GF 数据集中影像; 7-GF 表示在

Landsat 7 训练的模型直接预测 GF 影像；7-GF ST 表示采用本文

的风格迁移方法，用 Landsat 7 训练的模型预测 GF 影像。
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网络选取 CDN。

表 6 给出了对比结果，其中 AdaptSegNet 表
示直接在语义分割网络提取得到的特征上进行

域自适应，AdaptSegNet（single）表示在分割网络

提取的特征经过 softmax 之后得到的概率图上进

行域自适应，而 AdaptSegNet（multi）表示利用最

后两层做两次域自适应，再参与后续的判别。实

验 结 果 表 明 ，本 文 算 法 交 并 比 精 度 比 次 优 的

AdaptSegNet（multi）高 0.2%，误 检 率 低 1.5%。

因此可以推断，两阶段方法相较单阶段方法而言

具有一定的优势。

3　结     语

为提高深度学习模型在异源遥感图像云检

测算法中的泛化性能，本文提出了一种基于域自

适应的云和云阴影检测算法：采用图像迁移算法

CycleGAN 构建测试数据集和训练数据集的映射

模型，使两者在光谱和空间信息的分布相近，从

而有效解决了云检测算法模型在不同数据集上

模型迁移能力弱的问题；通过引入域自适应步

骤，基于深度学习的云检测方法能够充分利用已

有数据集的预训练模型，极大减少了对目标样本

集的依赖，同时性能远超传统的非深度学习云检

测方法。本文方法对于不同空间分辨率的遥感

影像之间的迁移也有较为稳定的效果。此外，

表 5　Landsat 7测试集上的云检测结果定量评价

Table 5　Quantitative Evaluation of Cloud Detection 
Results on the Landsat 7 Dataset

方法

Fmask 4.0

U⁃Net(7-7)

MF_CNN(7-7)

CDN(7-7)

U⁃Net(GF-7)

MF_CNN(GF-7)

CDN(GF-7)

U⁃Net(GF-7 ST)

MF_CNN(GF-7 ST)

CDN(GF-7 ST)

交并比

0.813 6

0.821 4

0.838 4

0.862 9

0.726 7

0.684 9

0.727 8

0.832 9

0.782 7

0.859 7

召回率

0.976 6

0.861 8

0.896 3

0.880 9

0.808 7

0.845 3

0.682 7

0.813 4

0.916 8

0.845 8

误检率

0.170 3

0.054 0

0.071 5

0.038 5

0.122 5

0.216 9

0.083 3

0.104 8

0.066 9

0.044 5

总体准

确率

0.940 0

0.952 8

0.955 4

0.970 0

0.920 8

0.898 8

0.912 2

0.958 8

0.956 0

0.961 9

注：7-7 表示训练和测试都用 Landsat 7 数据集中影像 ;GF-7 表示

在 GF 数据集训练的模型直接预测 Landsat 7 影像；GF-7 ST 表示

采用本文的风格迁移方法，用 GF-1 WFV 数据集训练的模型预

测 Landsat 7 影像。

图 6　GF-WFV 数据集测试结果

Fig.  6　Results of GF-WFV Dataset

图 7　Landsat 7 Irish 数据集测试结果示例图

Fig.  7　Results of Landsat 7 Irish Dataset
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在实验中发现，本文用到的 CycleGAN 在训练过程

中的收敛较为困难，且当两个数据集的地物类型

变化较大时，迁移效果会变差。探索一种更加鲁

棒的遥感影像风格迁移算法是未来研究的方向。
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